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基于新型试凑法 BP 模型的短期负荷预测 

刘  明 

（连云港供电公司，江苏  连云港  222000） 

 

摘  要：为了以较简单的模型提高短期负荷预测的准确率和效率，深入分析影响短期负荷预测的各种因素，确

定主要的并可以处理的影响因子。对负荷数据进行纵向垂直处理、横向水平处理、基于全体负荷数据的归一

化处理，对其他影响因子分别做出合适的处理后，突破经验公式确定隐含层节点数及各层的传递函数、训练

函数，并随之提出了一种新型的方法确定误差反传算法的模型结构，将所得到的模型应用于南京市的短期负

荷预测中，得到了较同类方法更好的结果，准确性高，计算时间短，很大程度上减小了预测误差。 
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0 引言 

电力系统负荷预测是根据历史的负荷数值、天

气状况、温度高低、湿度情况、是否节假日等，建

立预测模型，预测未来时间内的负荷数值及其变化

规律。准确的负荷预测对电力系统的经济调度、合

理运行起着重要作用。短期负荷预测是指预测未来

一天或几天的负荷，可以确定机组工作状态、负荷

分配调度等。 

1 短期负荷预测的影响因素 

电力系统负荷序列周期性与随机性都很强，对

负荷序列进行预测之前，需要先整体把握负荷序列

的变化规律和发展走向。针对负荷序列的变化规

律，同时考虑其他各种因素如天气、温度等的影

响，用这样的预测模型才能得到较好的负荷预测结

果[1]。 

1.1 基本正常负荷分量 

又称为典型负荷分量，它与天气状况等没有关

系，该负荷分量呈现出线性规律变化的特点，同时

具有一定的周期性，负荷的组成内容和方式、负荷

的组成种类以及各种负荷所占的比例因各个地区的

不同而不同[2]。 

1.2 天气敏感负荷分量 

天气状况极大地影响着该部分分量，如阴晴雨

雪、有无阳光、温度高低、湿度大小等都会改变天

气敏感负荷分量。一年之中，不同的季节，有不同

的天气，负荷也会跟着变化，例如，夏天处于高温

期，空调电扇等降温设备的大量使用会带动用电负

荷达到高峰期，冬季的取暖负荷也会增加一定的负

荷量，春秋两季的用电负荷相对会少些，一年四

季，周而复始。 

1.3 特别事件负荷分量 

也称为非正常负荷分量或者不确定负荷分量，

这部分负荷分量会使得负荷特性和正常的负荷特性

有较大偏差，由于这类事件的不确定性往往需要由

相关工作人员来主观地加以判断，因此，这部分负

荷分量在负荷预测模型中需要通过人工处理加以改

进[3]。 

1.4 随机负荷分量 

随机负荷分量不可预知，是负荷预测中难以加

以说明的一部分，例如在传统的时间序列预测方法

中，各个时刻的随机负荷分量可以考虑用同时刻的

随机时间序列来代替。 

2 对数据的预处理 

对原始负荷数据进行预处理，保证负荷序列的

水平平滑性和垂直平滑性，将天气状况、温度、日

期类型等归一化以便于模型的辨识，前期工作会在

很大程度上决定网络的性能和最终的预测精度。 

2.1 对负荷数据的纵向垂直预处理 

借鉴作者的文献[1]2.2 部分的内容，将南京市

2010 年 8 月 25 日至 12 月 7 日共 105 天的每天

10:00 点的负荷数据进行垂直预处理，得到图 1 所

示的结果。虚线表示的是对负荷数据序列进行垂直

预处理之前的负荷序列曲线，实线表示的是对异常

数据点修正以后的负荷序列曲线，可以看出，修正

后的负荷序列更加平滑，趋于合理。 
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图 1 垂直预处理前后的负荷序列曲线对比 

2.2 对负荷数据的横向水平预处理 

对原始负荷数据进行了纵向垂直预处理后，还

要保证每天的各个时刻负荷数据组成的横向负荷序

列具有一定的平滑性，采用中位数法对其做水平预

处理。对南京市 2010 年 8 月 25 日至 9 月 4 日的负

荷序列水平平滑处理后，结果如图 2 所示。 
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图 2 水平预处理前后的负荷序列曲线对比 

如果需要加大修正力度，使得负荷序列更加趋

于平滑，可采取减小偏离率阈值、即提高要求的方

法，当偏离率为 0.02 时，修正结果如图 3 所示。 
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图 3 加大修正力度后水平预处理前后的曲线对比 

2.3  对负荷数据的归一化处理 

文献[4]提到：以恰当的方式对数据进行归一

化处理，使得输入的负荷数据在[-1,1]范围之内，

可以加速神经网络的收敛，本文所采用的归一化方

法如式（1）。    

min

max min

2 ( )
( 1)

x x
y

x x

 
  

                                
（1） 

不同于MATLAB中的平均数方差法（xmax、

xmin分别为待处理负荷样本中每行的最大值和最小

值）的是，上式中，x为原始负荷数据，y为归一化

之后的负荷数据，而xmax、xmin分别为待处理的整

体负荷样本中的最大值和最小值。 

3 建立新型 BP 预测模型 

对每天的 24 小时负荷分别建立 24 个不同的神

经网络预测模型，每个神经网络有一个输出量，对

应于一天的某个时刻的整点负荷数值，这样的处理

方法具有针对性，使得单个的网络较小，不容易产

生过拟合，在对各天同一时刻的负荷数据进行训练

后，网络的各项参数趋于合理化，加上网络本身的

联想记忆和学习能力，将使网络训练和预测的效率

和精确性大大提高。 

假设负荷序列用 表示，温度序列用

表示，日期类型序列用

( , )l h n

( , )T s n ( )D n 表示，天气状

况序列用 表示，其中 h=1,2,3    ,24，代表一

天中的 24 个小时；s=L，H 分别为一天中的最低温

度、最高温度；n=1,2,3

( )W n

   ,N，负荷数据是第 n 天

的。 

通过对负荷数据特性以及其他影响因素的深入

分析，选取表 1 所示的参数作为网络的输入量和输

出量。 

表 1 网络的参数模型 

输入节点 相应输入量

1

2

3

4

5

6

7

8

9

11

12

13

14

预测日前一天同一时刻的负荷值 ( , 1)l h n 
预测日前两天同一时刻的负荷值 ( , 2)l h n 
预测日前一周同一时刻的负荷值 ( , 7)l h n 
预测日前一时刻负荷值 ( 1, )l h n
预测日前两时刻负荷值 ( 2, )l h n
预测日前一天前一时刻的负荷值 ( 1, 1)l h n 
预测日前一天前两时刻的负荷值 ( 2, 1)l h n 
预测日前一天后一时刻的负荷值 ( 1, 1)l h n 
预测日的最高温度 ( , )T H n

10 预测日的最低温度

( , 1)T H n 预测日前一天的最高温度

( , )T L n

预测日前一天的最低温度 ( , 1)T L n 
预测日的天气状况 ( )W n
预测日的日期类型 ( )D n

1 预测日的负荷值 ( , )l h n
输出节点 相应输出量
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预测模型的输入量为相关的影响因素共 14

个，输出量为预测时刻的负荷数据共 1 个，即输入

层有 14 个节点，输出层有 1 个节点，下面给出隐

含层节点数的确定过程。 

BP 神经网络的预测精度和学习效率等都受到

隐含层节点数的较大影响，最佳隐含层节点数的选

择可参考公式（2）。     

2

1

( )

log

N M

N L M

N M

 


  
 
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a
                                                  (2) 

式中，M 为输入层节点数，N 为隐含层节点

数，L 为输出层节点数，a 为 0-10 之间的常数，根

据上面内容知道 M=14，L=1，可以确定隐含层节

点数大概为 4。为了确定最佳的隐含层节点数，作

者进行了大量的试验，以预测的南京市 2010 年 12

月 1 日至 12 月 7 日共七天的负荷预测平均相对误

差的平均值（取 10 次结果的平均值）作为衡量隐

含层节点数优劣的标准，具有较深的纵向适用性；

同时隐含层节点数的范围从 1 至 50，以尽可能大

的范围覆盖最优隐含层节点数。最终得到试验结果

如表 2 所示。 

表 2 隐含层节点数与误差关系 

隐含层

节点数 
相对误差 

隐含层

节点数 
相对误差 

1 0.022695048 13 0.030549771 
2 0.033406983 14 0.030322962 
3 0.027387774 15 0.030713469 
4 0.028185145 16 0.032009651 
5 0.025379264 17 0.03169469 
6 0.030078753 18 0.030214853 
7 0.029000686 19 0.033754961 
8 0.029589668 20 0.031187821 
9 0.029069384 25 0.029779343 
10 0.028022946 30 0.033043573 
11 0.031073854 40 0.03471407 
12 0.03120911 50 0.035229814 

相对误差与隐含层节点数的关系如图 4 所示。  
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图 4 预测误差和隐含层节点数的关系 

由试验结果可以得到：预测误差随着隐含层节

点数的增加高低起伏变化，节点数小于 30 时，误

差变化较平稳；节点数增加，误差有变大的趋势，

当隐含层节点数取 1 时，预测误差最小。如果按照

经验公式计算，隐含层节点数为 4，但经验公式毕

竟只是一种参考，它没有确定的理论依据，实践是

检验真理的唯一标准，因此，BP 神经网络的隐含

层节点数取 1。 

因此最终所采用的 BP 神经网络模型结构为

14-1-1，当隐含层节点的传递函数采用正切 S 型传

递函数 tan sig ，输出层节点传递函数采用线性传递

函数 pur 训练函数采用动态自适应学习率的梯

度下降 BP 算法训练函数 trai 建模和预测效

果较好。 

elin，

ngda，

4 预测仿真及结果分析 

BP 神经网络训练数据为南京市 2010 年 9 月至

11 月共 3 个月的每天整点负荷数据，预测 12 月 1

日至 7 日的负荷数据，由于训练需要一周前的负荷

数据，因此训练和预测负荷数据样本集为 8 月 25

日至 12 月 7 日的所有整点负荷。 

采用上面的新型 BP 模型进行负荷预测，得到

最终的回归结果如图 5 所示。从宏观上可以得出：

负荷预测过程中的训练、验证、测试的回归率均超

过 90%，总体回归率为 94.678%，预测效果比较理

想。 
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图 5 负荷预测回归曲线 

最终预测的 12 月 1 日至 12 月 7 日七天的负荷

和实际负荷对比情况如图 6 所示，预测相对误差曲
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线如图 7 所示。 
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图 6 预测负荷和实际负荷对比情况 
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图 7 预测误差曲线图 

表 3 给出七天的负荷预测的平均相对误差。 

                表 3 预测误差结果分析                % 

日期 平均相对误差 平均均方根误差 

2010-12-1 1.600806267 1.805440165 
2010-12-2 1.210243329 1.407238076 
2010-12-3 1.479510529 1.882261005 
2010-12-4 1.403444733 1.842558603 
2010-12-5 1.445937408 1.76227647 
2010-12-6 2.282211663 3.062069492 
2010-12-7 2.137641117 2.512670542 
七天平均值 1.6514 2.0392 

七 天 的 负 荷 预 测 相 对 误 差 的 平 均 值 为

1.6514% ， 最 大 相 对 误 差 为 2010-12-6 的

2.282211663% ， 最 小 相 对 误 差 为 12-2 的

1.210243329%，对应的均方根误差的平均值、最

大均方根误差和最小均方根误差分别为 2.0392%、

3.062069492%、1.407238076%，对比于参考文献[5]

等采用 BP 模型进行负荷预测的结果有较高的提

升。 

5 结论 

BP 神经网络的结构并没有根据经验公式确

定，而是在进行了可能的所有试验后，最终确定最

佳隐含层节点数、传递函数和训练函数，因此得到

了类比同类文章更高的预测准确率。 
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